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1 Motywacja i hipotezy badawcze

Hipoteza Rynkéw Efektywnych (ang. Efficient Markets Hypothesis, EMH)
jest przedmiotem zainteresowania badaczy od czasu jej sformulowania przez
Fame (Fama 1970). Nieslabngce zainteresowanie kwestig, czy mozliwe jest
przewidywanie zmian cen i wykorzystanie tej wiedzy aby osiggnaé zysk jest
podsycane przez potrzeby inwestoréw na rynkach finansowych. Dlatego tez
nie dziwi fakt, ze nowe narzedzia prognostyczne sg szybko wykorzystywane
do prognozowania rynkéw finansowych. Nie inaczej byto w przypadku metod
sztucznej inteligencji i eksploracji danych, ktére stosowane sg coraz powszech-
niej w branzy finansowej. Jednakze analiza, ktérej poddawane sg nowe me-
tody i algorytmy czesto skupia sie na bardziej technicznych aspektach, takich

jak szybko$é dzialania czy wykorzystanie danych.

Celem niniejsze]j pracy jest sprawdzenie przydatnosci wybranych metod ucze-
nia maszynowego i eksploracji danych do prognozowania finansowych szere-
géw czasowych. Glowna hipoteza stwierdza, ze niektére rynki nie spetniaja

Hipotezy Rynkéw Efektywnych.
H Niektore rynki finansowe nie spelniaja Hipotezy Rynkéw Efektywnych.
W badaniu tej hipotezy wykorzystujemy dwie hipotezy pomocnicze

HP1 Techniki uczenia sie maszynowego pomagajg w prognozowaniu zdarzen
w finansowych szeregach czasowych, ujawniajac niewykryte nieefektyw-

noéci rynku.

HP2 Transformacja finansowych szeregdéw czasowych za pomocg reprezen-

tacji wykorzystujacych punkty istotne zwieksza jakodé prognoz.

Weryfikacja EMH sprawia trudnosci z powodu niejednoznacznej definicji hi-
potezy (Thaler 2009; Guerrien i Gun 2011; Charron 2017). Wedtug Thalera,
hipotez¢ mozna rozumieé na dwa sposoby. Pierwszym z nich jest ,cena jest
wlagciwa’— twierdzenie, ze ceny odzwierciedlajg prawdziwg wartosé papieru

warto$ciowego. Warte osobnej dyskusji jest pytanie, czy taka wartodé istnieje,




czym ona jest, i czy ceny ja odzwierciedlaja, jednak jest to problem, ktérego
nie dotyczy ta praca doktorska. Drugi sposéb zrozumienia hipotezy méwi,
ze na rynku ,nie ma darmowych lunchy” (zwany jest tez ,techniczng efek-
tywnoscig”). Stwierdza on, ze udana spekulacja na rynku za pomocg prognoz
cen jest niemozliwa. Analiza przedstawiona w tej pracy koncentruje sie na
technicznej efektywnosci w dluzszej perspektywie. Krétkoterminowe naru-
szenia EMH, w szczegblnosci dotyczace np. high frequency tradingu, sa poza

zakresem prezentowanej analizy.

Powszechne jest, ze analizy nowych algorytméw koncentrujg sie na innych
charakterystykach niz te istotne dla ekonomistéw. Czesto nacisk potozony
jest na szybkos$é dziatania algorytmu, zuzycie pamieci i jedynie dosé podsta-
wowe miary sprawdzajgce czy algorytm wykonuje powierzone mu zadanie.
Celem pracy jest analiza oplacalnodci stosowania modeli predykeyjnych ta-
czgcych reprezentacje punktow istotnych i sztuczne sieci neuronowe dla mie-
siecznych zmian cen akeji, ktére wykorzystuja jako zmienne prognostyczne
tylko przeszte zmiany cen. Analiza wykorzystuje dlugie szeregi czasowe, co

jest rzadkoscig w literaturze przedmiotu.

2 Struktura pracy

W sklad pracy oprocz rozdzialu wprowadzajacego i konkluzji wchodzg trzy

rozdziaty oraz dwa zalaczniki.

Rozdzial drugi przedstawia Hipoteze Rynkéw Efektywnych i ukazuje rézne
podejscia do jej oceny i rézne metody jej krytyki. Przedstawiono zagadnienia
zwiagzane z niejasnym sformutowaniem hipotezy, w tym problem hipotezy 1g-
czonej oraz kwestie rozréznienia ,technicznej” i ,fundamentalnej” efektywno-
gci (Charron 2017). Przedyskutowano rézne metody empirycznej weryfikacji

hipotezy.

Rozdzial trzeci poswiecony jest metodologii pracy. Testowane w rozprawie

modele prognostyczne wykorzystujg reprezentacje punktéw istotnych (LR)




do wstepnego przetwarzania szeregdw czasowych, a takie sztucznych sieci
neuronowych (ANN) do generowania prognoz. Oméwiono zaréwno algorytmy
reprezentacji, jak i sztucznych sieci neuronowych. Konkretne algorytmy sg
dobrze ugruntowane w literaturze, jednak zastosowana metodologia jest no-
watorska. W zwigzku z tym, oprécz prezentacji metod, oméwiono réwniez

dokonane meta-wybory.

W rozdziale czwartym przedstawiono gtowne wyniki pracy i przedyskuto-
wano je w kontekscie teoretycznym. Rozdzial jest podzielony na trzy czescl.
W czedei pierwszej zaprezentowano oceng reprezentacji punktow istotnych,
omawiajgc ich bledy, kompresje, 1 zdolnoéé do zachowania informacji w sy-
gnale, co analizowano metodami spektralnymi. W czedci drugiej zaprezen-
towano regultaty otrzymane z modeli prognostycznych, w tym dokladnodé
kierunkows, test oplacalnosci strategii handlowych opartych na prognozach,
oraz statystyczne testy zdolnosci predykeyjnych. Odnotowano i przeanalizo-
wano réwniez réznice pomiedzy wynikami w okresach wzrostu gospodarczego
i recesji, datowanymi wedtug danych z NBER. Rozdzial koticzy sie dyskusja

rezultatow.

3 Metodologia

Jak wspomniano wezeéniej, w rozprawie badamy techniczng efektywnoéé cen
akcji w dlugim terminie. Modele przewidujg kierunek zmian cen akcji na
nastepny miesigc, na podstawie kroczacego okna szeregu cen. Dane sktadajg
sie z cen akcji NYSE w latach 1970-2015.

Istnieje szereg badan analizujgcych popularne wéréd praktykéw metody prze-
widywania, takich jak analiza techniczna wykorzystujgca przeszie ceny in-
strumentéw finansowych (Lo, Mamaysky i Wang 2000; Farias Nazario i in.
2017). Chociaz w niniejszej pracy nie testujemy metod analizy technicznej
jako takiej, stosowane modele prognostyczne ANN opierajg si¢ na podobnej

koncepcji rozpoznawania wzorcéHw w danych. Surowe finansowe szeregi cza-




sowe czesto wykazujg wysoks zmiennosé, ktéra moze negatywnie wplywaé
na jako§é prognozy. W zwigzku z tym zastosowano opcjonalny etap wstep-
nego przetwarzania szeregu czasowego cen 'polegajaécy na przeksztalcaniu go

za pomocs reprezentacji punktéw istotnych (LR) (patrz rys. 2).

wcezytanie szeregu czasowego

4

(opcjonalnie) obliczenie reprezentacii

4

wygenerowanie prognozy ANN

walidacja prognozy w ustalonym czasie

Rysunek 1: Schemat procesu predykcyjnego.

Reprezentacje punktéw istotnych mozna zdefiniowaé jako algorytmy eksplo-
racji danych szeregéw czasowych, ktére konstruuja kawatkami liniows repre-
zentacjg szeregu czasowego w oparciu o istotno$é” poszczegélnych punktow w
szeregu. Korzenie tej idel wywodzg, sie z psychologii, gdyz zaobserwowano, ze
ludzka pamieé organizuje si¢ woké! zdarzerni o szezegdlnym znaczeniu (Hum-
phreys, Wiles i Dennis 1994; Glenberg 1997). Algorytmy LR operacjonalizuja
te koncepcje na rozne sposoby. Albo stosujac kryteria decydujace o tym, czy
kazdy punkt jest istotny, czy tez nie, albo tworzac globalny porzadek istot-
noéci punktéw. Rezultatem jest podzbiér pierwotnych obserwacji, pomiedzy
ktérymi wykonywana jest interpolacja liniowa: Rysunek 2 przedstawia przy-
kladowe reprezentacje obliczone dla IBM. W pracy analizujemy cztery al-
gorytmy: Landmark Model (MDPP, Perng i in. 2000), Major Maxima and
Minima algorithm (MMM, Fink, Pratt i Gandhi 2003), Perceptually Impor-




tant Points algorithm (PIP, Fuiin. 2008), oraz Critical Point Model (CPM,
Bao 2008).
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Rysunek 2: Ceny skorygowane IBM przetworzone za pomocg, re-
prezentacji punktow istotnych: Landmark Model (MDPP), Criti-
cal Point Model (CPM), Major Maxima and Minima algorithm
(MMM) i Perceptually Important Points algorithm (PIP). Prame-
try reprezentacji znajduja sie w nawiasach.

Sztuczne sieci neuronowe odniosty duzy sukces w réznych dziedzinach. Sa one
szczegblnie uzyteczne w zadaniach wymagajgcych rozpoznawania wzorcow,
takich jak widzenie komputerowe. Zdolnosé rozpoznawania wzorcow sprawia,
ze sg one dobrym wyborem do testowania przewidywalnosci w oparciu okna
cen akcji. Prognozowanie rynku akcji z wykorzystaniem sieci neuronowych
cieszy sie duzym zainteresowaniem, np. (White 1988; Chong, Han i Park 2017,
Sezer, Ozbayoglu i Dogdu 2017). Wiele badan analizuje jednak krotkie okresy
i selektywnie dobiera prezentowane wyniki. W niniejszej pracy przedstawiono

analize przeprowadzona dla diugiego okresu.

W prognozowaniu wykorzystujemy trzy rodzaje topologii sieci neuronowych:
wielowarstwowy perceptron (Rosenblatt 1958), proste rekurencyjne sieci neu-
ronowe i siect LSTM (Hochreiter 1 Schmidhuber 1997). Mozliwosci konstruk-
cji sieci sg praktycznie nieograniczone. Nawet w obrebie wybranej topologii
nalezy wzia¢ pod uwage kilka meta-parametréw, takich jak liczba warstw i
liczba neuronéw w kazdej warstwie. Topologie wybrane w tej pracy sa jed-

nymi z najbardziej popularnych w praktyce ze wzgledu na ich udane zasto-



sowanie w wielu aplikacjach. W pracy testowane sa, rézne kombinacje sztucz-

nych sieci neuronowych i reprezentacji punktéw istotnych.

4 Rezultaty

W pracy analizowano czy model prognostyczny taczacy reprezentacje punk-
tow istotnych ze sztucznymi sieciami neuronowymi moze by¢ z powodzeniem
wykorzystywany do prognozowania ruchéw cen na gietdzie. Otrzymane rezul-
taty sg niejednoznaczne. Znalezli§my ograniczons, zmienng w czasie przewi-
dywalnoéé, ktéra jednak uwazamy za trudng do wykorzystania dla osiggniecia

zysku, ze wzgledu na problemy z wyborem modelu.

Sg okresy, w ktorych przewidywalno§é wydaje sie byé wyzsza niz w innych
okresach. Sporadyczne wzrosty doktadnosci kierunkowej prognoz moga sta-
nowi¢ okna mozliwoéci dla handlujacych akcjami. Jednak niejasne jest jaka
metodg mozna identyfikowaé okresy podwyzszonej przewidywalnosci, a takze
modele, ktére pozwalajg na ich wykorzystanie. Dalsze badania w tym kie-

runku sg juz prowadzone, patrz np. (Harvey i in. 2018).

Istnieja réwniez réznice w jakosci prognoz pomiedzy testowanymi szeregami
czasowymi. W przypadku niektérych spoétek, zaden z modeli prognostycznych
nie byl w stanie osiggnaé¢ zadowalajacych wynikéw. Wynik ten wskazuje na
réznice w efektywnodci na poziomie mikro pomiedzy aktywami z tego samego

rynku.

Jednym z zastosowanych przez nas benchmarkéw byl zwrot z inwestycji w
ramach strategii inwestycyjnej kup-i-trzymaj. Co do zasady, proponowane
podejscie nie pozwala na osiggniecie lepszych wynikéw. Z drugiej strony,
handlowanie z wykorzystaniem testowanych modeli skutkuje zmniejszeniem
ryzyka posiadanych portfeli, mierzonego jako ich zmiennogé. Jest to zgodne

7 teorig, np. (Merton 1973).

Stwierdziliémy, ze w okresach recesji modele osiggaja, lepsze wyniki w poréw-

naniu z odpowiednimi benchmarkami, niz w okresach wzrostu. Nalezy jednak




pamictaé, ze poniewaz gospodarka amerykaniska przez wiekszo$é ostatniego
potwiecza rozwijala sie, proby sa niezréwnowazone. Mamy o wiele wigce]
danych dotyczgcych ekspansji, a zatem wynik ten nalezy traktowad z ostroz-

noécig.

Reprezentacje punktéw istotnych na ogét spelniaja swoje zadanie redukeji
szumu w szeregu czasowym, przy jednoczesnym zachowaniu ich ksztaltu. Nie-
stety, uzyskane rezultaty zaleza wyraZznie od parametréw, a optymalny wybor
tych ostatnich zalezy od szeregu. Z analizowanych reprezentacji odrzucono
jedng, poniewaz w testach stwierdzono, ze nie zachowuje ona czgstotliwodci,

z jakg teoretycznie powinna zachowaé przy ustalonych parametrach.

Dowody dotyczace wplywu przetwarzania wstepnego z wykorzystaniem re-
prezentacji punktéw istotnych na prognozy sa mieszane. W zaleznosci od
spolki, prognozy modeli korzystajacych z przetwarzania wstepnego odbie-
galy w réznym stopniu od prognoz modelu, ktéry z nich nie korzystat. Roz-
nice pomiedzy prognozami zostaly przetestowane przy uzyciu testu Diebolda-
Mariano i nie wszystkie byly statystycznie istotne (Diebold i Mariano 1995).
W przypadku niektérych spétek, reprezentacje zwiekszyly jakosé prognoz.
Jednakze zadna reprezentacja nie zostala jednoznacznie zidentyfikowana jako

najlepsza.

Wyniki testéw statystycznych zdolnosci predykeyjnych, zwlaszeza testu Pesa-
rana-Timmermanna (Pesaran i Timmermann 1992), sg mieszane. Statystycz-
nie istotna zdolnoé¢ predykcyjna, potaczona z pokonaniem benchmarkowego
zwrotu z inwestycji przez symulowany portfel wystgpita w kilku przypadkach,
byly to jednak raczej wyjatki niz typowe zachowanie. Nie jest jasne, w jaki
spos6b mozna bylto wezedniej zidentyfikowaé te modele, poniewaz konfigura-

cja nie pozwala na uprzednia walidacje modeli.

Dodatkowa trudno§é¢ wynika z réznic pomiedzy szeregami czasowymi. Zmie-
niajgca sie w czasie jako$é prognoz sugeruje, ze przewidywalnosé nie jest ich
stalg cechg. Ta obserwacja jest zgodna z pogladem przedstawionym w (Tim-

mermann i Granger 2004), gdzie autorzy sugeruja, Zze modele predykcyjne




prawdopodobnie zyskujg i tracg moc predykcyjnag, nie osiggajac statego, réw-

nego poziomu jakosci prognoz.

Jakosé dziatania modeli moze przynajmniej czedciowo byé efektem dlugosci
horyzontu prognozy. W oknie szeregu cen, na podstawie ktérego powstaje
prognoza, moze nie byé wystarczajacej ilosci informacji, aby otrzymaé pro-
gnoze na miesige wprzod o satysfakcjonujacej dokladnodci. Jest to zgodne z

pogladem, ze okna przewidywalnogci zmniejszajg sie (Schulmeister 2009).

Znalezliémy ograniczong przewidywalnosé, ktora, jednak trudno wykorzystaé
tak, by osiggnaé zysk. Mimo, ze niektére modele osiggnely lepsze rezultaty
niz benchmarki, problemem proponowanego podejicia pozostaje wybér mo-
delu. W zwigzku z tym nalezy stwierdzi¢, ze nie znaleziono wystarczajacych

dowodo6w na poparcie hipotez badawczych.

Mozna nakresli¢ kilka mozliwoéci rozwiniecia badai przedstawionych w roz-
prawie. Szybkie tempo rozwoju metod uczenia maszynowego sprawia, ze udo-
skonalenie modeli jest jedna z mozliwosci. Ciekaws, perspektywa byloby na
przyklad wykorzystanie przetwarzania wstepnego na wzér przetwarzania ob-
razéw, lub wykorzystanie mechanizmu uwagi w uczeniu sie statystycznym.
Réznice w jakosci prognoz pomiedzy spétkami sprawiajg, ze poréwnanie wy-
nikéw z innymi, mozliwe, ze mniej efektywnymi, rozwijajacymi sie rynkami

byloby interesujace.

5 Zmnaczenie uzyskanych wynikow

Rozprawa podejmuje aktualny problem, czy postep technologiczny wptywa
na efektywnosé rynku. Wprowadzono nows metodologie taczacs reprezenta-
cje punktéw istotnych i sztuczne sieci neuronowe. Przeanalizowano zacho-
wanie LR i pokazano ich wrazliwo§é na wybdr parametréow. Systematycznie
przetestowano mozliwosci prognozowania ANN. Stwierdzona przewidywal-
no$¢ nie oznacza, zdaniem autora, nieefektywnodci. Uzyskane wyniki maja

istotne konsekwencje dla praktykéw handlujacych na rynkach finansowych.

Ao b




Z ich punktu widzenia praca ta pokazuje, ze w dlugiej perspektywie czasowej
testowane metody, w oderwaniu od innych narzedzi, nie umozliwiaja systema-
tycznego osiggania zysku. Kluczowym problemem staje sie dobér wlasciwej
metody predykeji dla wlasciwego dobra. Ponadto, w $wietle tych ustalen,
mozliwoéé generalizacji niektérych wynikéw publikowanych w literaturze do-

tyczagcych wykorzystania sieci neuronowych w finansach staje si¢ watpliwa.
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